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Hidden Markov Models

Das Konzept

e Erste Sichweise: HMMs sind probabilistische Versionen von regulédren Grammatiken
e Bsp.:

— Non-terminals: S, H, C, F

— Terminals: 1, 2, &

— Startsymbol: §
Regeln: S — H )

S—C 5
H— H 1 .08
H— H2 .16
H— H,3 .56
H—-C1 .01
H—C/2 .02
H—-C3 .07
C —H,1 .07
C—H,2 .02
C—H,3 .01
C—C,1 .56
C—-C,2 .16
C—C,3 .08
H—F1 .01
H— F 2 .02
H—F3 .07
CcC—F1 .07
C—F2 .02

C—F3 .01



— Jede Regel ist mit Gewicht (Wahrscheinlichkeit) annotiert

— Gewichte der Regeln mit identischer LHS summieren sich zu 1.0

Alternative (dquivalente) Sichweise: HMMs sind probabilistische endliche Automa-
ten

Jeder Zustand ist mit bestimmter Wahrscheinlichkeit Anfangszustand (summiert
sich fr alle Zustnde auf 1.0)

Jeder Zustandiibergang hat Gewicht/Wahrscheinlichkeit

Summe der Gewichte aller Transitionen aus einem Zustand = 1.0

Jeder Zustand emmitiert ein Terminalsymbol

Wahl des Emissionssymbols ebenfalls probabilistisch

zu obiger PRG &quivalenter Automat:

— Zustande: H, C, F
— Terminalsymbole: 1, 2, 3

— Ubergangs- und Emissionswahrscheinlichkeiten:

p(1C) [ p(.[H) | p(...]START)
p(A.) | .7 1
p(2l..) | .2 2
p(3..) |1 7
p(CT-) | 8 1 5
p(H|.) | .1 8 5
p(F|..) | .1 1 0

e Allgemeine Definition: Ein HMM ist ein 6-tupel, bestehend aus:

— endliche Menge von Zustanden S = {si,..., sy}

— Endzustand F' € S

— endliches Output-Alphabet (“Terminalsymbole”) K = {kq, ..., kxr} = {1,..., M}
— Anfangszustand-Wahrscheinlichkeiten: 1T = {m;},i € S

— Ubergangswahrscheinlichkeiten A = {a;;},i,j € S

— Emissionswahrscheinlichkeiten B = {b;},71 € S,k € K

e Drei fundamentale Fragen fiir HMMs:



1. Wie wahrscheinlich ist eine Sequenz von Output-Symbolen fiir ein gegebenes
HMM?

2. Wenn das HMM und ein Output-Sequenz bekannt ist, welche korrespondieren-
de Zustands-Sequenz ist am wahrscheinlichsten?

3. Welches HMM erklart eine beobachtete Sequenz von Output-Symbolen am
besten?

Wahrscheinlichkeit einer Beobachtungs-Sequenz (Forward-
Algorithmus, Backward-Algorithmus
e Gegeben:

— Beobachtungs-Sequenz O = (oy,...,o0r)
~ HMM g = (A, B,1I)

Gesucht:

— P(Olp)

Es gilt fiir jede Zustand-Sequenz X = (X7, ..., Xr) (mit Xy = F)

P(OIX,p) = T P(of] X, )

leOleQOQ e bXToT

Weiterhin gilt:
P<X|M> = TX10X,X,0X,X3 """ AXp_1 X7

Deshalb

P(O,X|p) = P(OIX, p)P(X|p)
X, bX101 1_[?:711 aXtXH-letOt

P(O“L) = Z7TX1bX101Hg:?aXthHwat
X

Berechnungskomplexitét steigt exponentiell mit Lange der Beobachtung

dynamische Berechnung:
— Vorwérts-Variable (per Konvention, sy = F)

a;(t) = P(o109 -+ 041, Xy = 1|p)



1. Initialisierung:
Oé,(].) = TM;
2. Induktion:
N-1
Oéj (t + ].) = Oéi(t)aijbwt
1

3. Abschluss:
P(Olp) = ap(T)bpor

— Berechnungskomplexitét ist linear in Lange der Beobachtung

— Analog: Riickwartsvariable
Bi(t) = P(oy- - - or| Xy =i, 1)
1. Initialisierung:

ﬁz(T) = bFoT
2. Induktion:

N
Bi(t) = aijbio, Bj(t + 1)

i=1

3. Abschluss:

PO = 3 mfBi(1)

=1

e Kombination Vorwarts-Riickwarts:

PO, Xy = 1) = ay(t) 3i(t)

Wahrscheinlichste Zustands-Sequenz (Viterbi- Algorithmus)

sieche M&S 331-333, Charniak 53-56, ...

Uberwachtes Lernen

o Gegeben:

— Beobachtungs-Sequenz O = (o; - - - or)
— zugehorige Zustands-Sequenz X = (X -+ XpF)

e Gesucht:
arg , maxP(O, X|u)



e Spezialfall von Mazimum Likelihood Estimation (wenn 8 mal Kopf und 2 mal Zahl
gefallen ist, betragt die MLE fiir die Wahrscheinlichkeit von Kopf 0.8)

= L0

m; = 0 wenn i # o

a; = [{n|X,=1i& Xpe1 = j}
bi. = H{n|X,=1i& o0, =k}

Uniiberwachtes Lernen (Forward-Backward-Algorithmus)

e Gegeben: Beobachtungs-Sequenz O = (oy -« - or)

e Gesucht:
arg , maxP(O|p)

e Strategie:

— Wihle ein HMM als Ausgangshypothese g

— Berechne mit Hilfe der Vorwérts- und Riickwérts-Variablen die Wahrschein-
lichkeitsverteilung der verborgenen Zusténde (gegeben 1)

— Benutze diese rekonstruierten Werte als Basis fiir Parameterabschéatzung im
Sinne des iiberwachten Lernens

— FErsetze iy durch das so gewonnene Modell iy

— Iteriere diesen Vorgang, bis sich P(O|pu,) nicht mehr &dndert

e Formal:

V() = P(X:=1i|0,p)
P(X;=1,0|up)
P(Olp)

a; () Bi(t)
P(Olp)

pt(i7j> = P(Xt =1, X1 = j|0,/i)
P(X;=1,Xi11=4,0|p)

P(O|p)
ai(t)aijbio, B;(t + 1)
P(Olp)
T o= %(1)
erwartete Anzahl von Transitionen von ¢ nach j

erwartete Anzahl von Transitionen von 4

bt



St p(i, )
S (i)

~ erwartete Anzahl von Emissionen des Symbols k im Zustand

erwartete Anzahl der in ¢ beginnenden Transitionen
Z{t:ot:k} i (t)
Ethl %i(t)

e Wir legen fest: P
i = (A, B, 1)

e Theorem:
P(O|i) > P(O|p)

Der Forward-Backward-Algorithmus ist eine Form des Erwartungs-Maximierung (EM)

Hausaufgabe

Manning & Schiitze, Aufgabe 9.5 Seite 336. Beachte, dass die dort verwendete Definition
von HMMs leicht von der hier vorgestellten abweicht!



